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Аннотация 

Робастность модели к незначительным отклонениям в распределении ис-

ходных данных является важным критерием во многих задачах. Нейронные сети 

могут показывать высокую точность (accuracy) на обучающей выборке, но при 

этом качество на тестовой выборке может сильно падать из-за разного распре-

деления данных, причем ситуация только усугубляется на уровне подгрупп внут-

ри каждой категории.  

В данной статье мы показываем, как робастность модели на уровне под-

групп может быть значительно улучшена с помощью подхода, основанного на 

доменной адаптации векторных представлений. Мы обнаружили, что примене-

ние состязательного подхода к ограничению векторных представлений дает су-

щественный прирост метрики точности (accuracy) в сложной подгруппе по срав-

нению с предыдущими моделями. Метод протестирован на двух независимых 

наборах данных, точность в сложной подгруппе на наборе данных Waterbirds со-

ставляет 90.3 {y : waterbirds;a : landbackground}, а на наборе данных CelebA – 

92.22 {y : blondhair;a : male}. 

Ключевые слова: робастная классификация, классификация изображе-

ний, генеративно-состязатель сети, доменная адаптация. 

ВВЕДЕНИЕ 

В процессе обучения нейронных сетей в общем случае пытаются миними-

зировать среднее значение целевой функции ошибки на обучающей выборке 

или, другими словами, минимизируют эмпирический риск [1]. При этом мини-
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мизация средней оценки целевой функции справедлива в случаях, когда тесто-

вая выборка получена из распределения, независимого или идентичного обу-

чающей выборке. В подобных задачах современные модели показывают высо-

кое качество [2], но при этом проваливаются на примерах, редких и нетипичных 

для обучающей выборки [3–5]. Часто это делает невозможным применение мо-

делей в реальной жизни, если эти модели используются для принятия решений 

[6] или оценки рисков [7]. 

К примеру, модель может полагаться на ложные корреляции атрибутов 

изображений с целевой категорией из-за неравномерного распределения зна-

чений атрибутов внутри категории, как в случае с метками на коже (атрибут) и 

наличием меланомы (целевая категория) у человек. На рисунке 1 показано не-

равномерное распределение меток между категориями злокачественных и доб-

рокачественных образований, т. е. метки встречаются от 4.5 до 6 раз реже в ка-

тегории со злокачественным образованием, чем в других категориях. Это приво-

дит к увеличению доли ложно-отрицательных прогнозов в группе людей со зло-

качественными образованиями и метками на коже [8]. В этом и подобных случа-

ях средняя оценка целевой функции не будет достоверно отображать устойчи-

вость модели к наличию данных меток, а качество в сложной подгруппе может 

значительно отличаться в меньшую сторону от среднего по всей категории. 

 
Рисунок. 1. Примеры изображений из набора данных ISIC [9–11] с метками и 

распределение меток среди категорий. Меланома – злокачественное 

образование. Себорейная кератома – доброкачественное образование. 

Последний столбец указывает на отсутствие образований. 
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Таким образом, требуется следить не только за средней оценкой показа-

теля качества на уровне категории, но также замерять качество на уровне каж-

дой из подгрупп внутри категории. 

В данной статье мы изучаем подход, основанный на генерации инвари-

антных к атрибутам векторных представлений с помощью состязательных сетей 

на примере задачи классификации изображений. Мы предлагаем использовать 

доменную адаптацию для сближения векторных представлений примеров из 

разных подгрупп так, чтобы они становились неотличимы друг от друга на 

уровне категории, но все еще отличались на уровне целевого класса. Мы пока-

зываем, как адаптация векторных представлений может быть применима для 

минимизации зазора показателей качества между подгруппами, что значитель-

но увеличивает устойчивость модели во время применения на тестовых наборах 

данных. 

Предложенное нами решение показывает большую точность (accuracy) в 

сложных подгруппах на двух модельных наборах данных по сравнению с други-

ми методами. Достигнутая нами точность в сложной подгруппе для набора дан-

ных Waterbirds составляет 90.3 {y : waterbirds;a : landbackground}, а для набора 

данных CelebA – 92.22 {y : blondhair;a : male}. 

ОБЗОР ЛИТЕРАТУРЫ 

Group distributionally robust optimization – GDRO [12] 

Задача увеличения робастности модели может быть рассмотрена на 

уровне процесса оптимизации. В стандартном подходе весовые коэффициенты 

для разных подгрупп являются одинаковыми. Мы можем влиять на них явно че-

рез задание разных весов для разных групп или неявно через семплирование 

данных. Авторы этой статьи предлагают подход, основанный на динамической 

оптимизации весовых коэффициентов для каждой подгруппы во время процесса 

оптимизации модели. Также ими обнаружено, что увеличение регуляризации 

крайне важно для увеличения точности в сложной подгруппе. Они показывают 

теоретическую сходимость задачи оптимизации на выпуклых задачах. Помимо 

этого, ими предложен новый набор данных Waterbirds для сравнения качества 

работы разных моделей. 
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Class-conditional Learned Augmentations for Model Patching – CLAMP [13] 

Задача доменной адаптации может решаться как на уровне векторных 

представлений, так и на уровне входных данных. Авторы данного подхода пред-

лагают использовать генеративно-состязательные сети для трансформации ис-

ходных данных между подгруппами с сохранением целевого класса. Они иссле-

дуют подход, основанный на архитектуре нейронной сети CycleGAN [14]. Такая 

сеть позволяет решать задачу image-to-image translation без наличия спаренных 

изображений, в отличие от большинства методов, которые требуют наличия пар 

изображений из разных доменов [15, 16]. 

Для увеличения консистентности генерируемых изображений авторы 

предлагают использовать дополнительный модуль, задача которого – прибли-

жение синтетических данных к реальным данным. 

Из положительных сторон генеративного подхода можно выделить его 

обобщающую способность, т. к. при наличии большого объема данных и доста-

точных по емкости моделей можно создавать данные, максимально близкие к 

данным из реального распределения [17, 18], тем самым устраняя дисбаланс 

между подгруппами. 

Из минусов данного подхода можно выделить сложность обучения гене-

ративных моделей [19] и высокие требования к вычислительным мощностям 

[18]. 

МЕТОДОЛОГИЯ 

В данном разделе мы описываем предлагаемый состязательный подход к 

увеличению робастности модели (adversarial approach to increase model robust-

ness – AAIMR). 

Пусть дана выборка    , целевая переменная     и атрибут    . 

Наша цель – обучить классификатор        ))   , который будет устойчив к 

изменению значения атрибута    . При этом значение атрибута   известно 

только при обучении модели, но неизвестно во время ее применения. Таким 

образом, алгоритм не должен напрямую зависеть от  . 
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Рисунок 2.   – модель, преобразующая изображение в некоторое векторное 

представление,   – голова для предсказания значений целевого класса,   – 

дискриминатор для предсказания значений атрибута,     – слой обратных 

градиентов. 

Очевидно, что переобучение модели   на значениях атрибутов   возмож-

но только в том случае, если вектор      ) содержит информацию, позволя-

ющую обучить такой классификатор       )   . Следовательно, если инфор-

мация об атрибуте   не может быть получена из вектора  , то модель   будет 

инвариантна к значению атрибута  . 

Таким образом, мы хотим поставить состязательную минимакс-задачу 

следующим образом:   обучается распознавать значение атрибута  ,   – значе-

ние атрибута    Задача   – научиться генерировать такие векторные представле-

ния  , чтобы дискриминатор   не мог правильно восстановить значение атрибу-

та исходного изображения, при этом   мог правильно восстановить значение 

целевого класса. Для этого требуется оптимизировать следующий функционал: 

 (        )   ( ( ( |  )|  )  )     ( ( ( |  )|  )  )                 ) 

( ̂   ̂ )    (       ̂ )
     

→              ̂   ( ̂   ̂    )
  

→    , 

где   – целевая функция (в нашем случае – перекрестная энтропия),          – 

оптимизируемые параметры моделей,   – весовой коэффициент. 

Чтобы функционал (1) можно было оптимизировать градиентным спуском 

с помощью метода обратного распространения ошибки, мы добавляем в архи-

тектуру начальной сети слой обратных градиентов [20], как показано на рисунке 

2. 
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В случае сходимости модель   будет продуцировать векторные представ-

ления, инвариантные к значению атрибута  , и, следовательно, модель   также 

будет инвариантна к изменению атрибута  . 

Для обучения была взята модель ResNet-50 [21] с предобученными весами 

на наборе данных ImageNet [22]. В качестве оптимизатора использовался Adam 

[23]. Политика изменения скорости обучения не использовалась, скорость обу-

чения была константной на всем протяжении процесса оптимизации. 

Модель и другие параметры были выбраны в соответствие с [12] для воз-

можности прямого сравнения результатов. 

Для задачи Waterbirds [12] параметры оптимизации были зафиксированы 

weights decay = 1.0 и learning rate = 0.00001, для CelebA [20] weights decay = 0.1 и 

learning rate = 0.00001. Размер батча был зафиксирован на значении 128 для 

обеих моделей. Примеры были равномерно взвешены на уровне подгрупп. Ве-

совой коэффициент слоя обратных градиентов λ=0.5. 

Мы также дополнительно исследовали верхнюю оценку точности на зада-

че Waterbirds [12], для этого использовали маски, размеченные вручную.  По 

маске вырезали объекты и зануляли фон, дальше обучали модель ResNet-50 [21] 

c равномерным взвешиванием примеров на уровне категорий, остальные пара-

метры остались без изменений. 

РЕЗУЛЬТАТЫ 

Результаты, представленные ниже, получены на тестовых наборах данных 

для лучшей модели. В качестве таковой бралась та, которая имеет точность на 

всем валидационном наборе данных выше 0.9 и максимальную точность в 

сложной подгруппе. 

Результаты, представленные в Таблице 1 для двух модельных задач, пока-

зывают, что предложенное решение дает значимое увеличение метрики каче-

ства в сложной группе при сохранении общей точности на том же уровне по 

сравнению с предыдущими подходами. Помимо этого, зазор между робастной 

точностью и общей точностью минимален. 
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Таблица 1. Результаты сравнения моделей. Общая точность считается на всей 

тестовой выборке. Робастная точность – это точность (accuracy) на сложной 

подгруппе 

 CelebA  Waterbirds 

 Общая 

точность 

Робастная 

точность 

Общая точ-

ность 

Робастная точ-

ность 

ERM 94.8 41.1 97.3 60 

GDRO [12] 91.8 88.3 93.2 86 

CLAMP [13] 92.9 83.9 90.89 89.12 

AAIMR 91.74 92.22 90.51 90.03 

 

Таблица 2: Верхняя робастная оценка для набора данных Waterbirds. Общая 

точность считается на всей тестовой выборке. Робастная точность – это точность 

(accuracy) на сложной подгруппе 

 

Waterbirds 

 

Средняя оценка Робастная оценка 

ERM 90.29 89.25 

 

Результаты верхней оценки модели классификации на наборе данных 

Waterbirds показывают, что в данной задаче с большой вероятностью прирост 

точности за счет устранения корреляции между атрибутами и целевой перемен-

ной исчерпывается на уровне, указанном в Таблице 2, и дальнейшее улучшение 

связано с другими факторами. 

ОБСУЖДЕНИЕ 

Мы проанализировали подход доменной адаптации применительно к 

адаптации атрибутов изображений. Инвариантные к атрибутам признаки дают 

существенный прирост точности модели в сложной подгруппе и, как следствие, 

увеличивают робастность модели. 

Наши результаты показывают, что доменная адаптация – перспективное 

направление для улучшения робастности модели. 
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В дальнейшем более глубокий анализ методов доменной адаптации, 

трансформации изображений между доменами и разделения векторных про-

странств может открыть немало интересных подходов к повышению робастно-

сти моделей. 
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OF NEURAL NETWORK MODEL ROBUSTNESS THROUGH GENERATING 

INVARIANT TO ATTRIBUTES EMBEDDINGS 

Marat Gazizov1, Karen Grigoryan2 
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Abstract  

Model robustness to minor deviations in the distribution of input data is an im-

portant criterion in many tasks. Neural networks show high accuracy on training 

samples, but the quality on test samples can be dropped dramatically due to different 

data distributions, a situation that is exacerbated at the subgroup level within each 

category. In this article we show how the robustness of the model at the subgroup 

level can be significantly improved with the help of the domain adaptation approach 

to image embeddings. We have found that application of a competitive approach to 

embeddings limitation gives a significant increase of accuracy metrics in a complex 

subgroup in comparison with the previous models. The method was tested on two 

independent datasets, the accuracy in a complex subgroup on the Waterbirds dataset 

is 90.3 {y : waterbirds;a : landbackground}, on the CelebA dataset is 92.22 {y : 

blondhair;a : male}. 

Keywords: robust classification, image classification, generative adversarial 

networks, domain adaptation 
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